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Abstract: サービスロボットは新たな労働力として期待されており，公共空間で情報推薦の媒体と
して利用する取り組みが行われている．ユーザに情報推薦を行う場合，ユーザの状態に合わせた対話
生成を行うことが重要となる．そのためには，ロボットへの関心度として定義されるエンゲージメン
トを推定することが必要になる．本研究では，多人数の影響を考慮したユーザのエンゲージメントの
変化のプロセスを推定可能な手法の提案を行い，実環境のインタラクションのデータを用いて検証し
た．検証結果より，多人数の影響を考慮した手法を用いることで，エンゲージメントの推定精度が向
上することが示された．

1 はじめに
近年，様々なサービスロボットが開発されており，商
業施設のような公共空間において実際に活用されるよ
うになっている．例としては情報推薦ロボットがあり，
施設案内を行うロボットに関する研究 [1]や，通行人に
対してチラシ配りを行うロボットに関する研究 [2] な
どが挙げられる．実環境でロボットが情報推薦を行う
際は，ユーザの状態に合わせて対話シナリオを生成し，
ユーザに合わせた適切な情報推薦をすることが望まれ
る．そのために，ユーザの対話への関心度として定義
される，エンゲージメントを推定可能になることは重
要な能力であると考えられ，様々なエンゲージメント
の推定手法が提案されている [3, 4, 6, 7, 8, 9]．
Xuらの研究では，ユーザの姿勢や視線の方向，ユー
ザとロボット間の距離等の情報を，ユーザのロボット
に対するエンゲージメントの推定に利用している [3]．
Duchettoらの研究では，カメラから得られる画像情報
から，End-to-Endな手法を用いてエンゲージメントを

∗連絡先：立命館大学
　　滋賀県草津市野路東 1-1-1
Email:is0459er@ed.ritsumei.ac.jp

推定する手法が提案されている [4].これらの推定され
たユーザのエンゲージメントをロボットの行動戦略に
応用することで，柔軟なインタラクションを設計して
いる．
しかしOteralらの研究では，エンゲージメントの推
定に関するいくつかの未解決問題を指摘している [5]．
本研究ではその中でも，(1)多人数のインタラクション
による影響が考慮されていない点，(2)エンゲージメン
トの状態変化のプロセスが考慮されていない点，(3)エ
ンゲージメントの正確なアノテーションが困難である
点，(4)データセットが実環境で行われた実験に基づい
ていない点，の 4つに焦点を当てたエンゲージメント
の推定手法を提案する．
1つ目の未解決問題として，多人数のインタラクシ

ョンによる影響を考慮した研究は非常に少ない [6, 7]．
Leiteらの研究では，ユーザの数を 1人に固定して作成
したエンゲージメントのデータセットを用いて，多人数
のインタラクションにおける個々のユーザのエンゲー
ジメントの推定を行った [6]．また SalamとChetouani

の研究では，1台のロボットと 2人のユーザがインタラ
クションを行う状況において，対象とするユーザのエ
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ンゲージメントを推定するときに，もう 1人のユーザ
から得られる特徴量を用いる推定手法を提案した [7]．
これらの結果では，他人の影響を考慮することでより
正確なエンゲージメントを推定可能であることを示し
ている．しかしこれらの先行研究では，ユーザの数が
固定されているという問題がある．実環境におけるイ
ンタラクションでは，グループサイズが様々なため，グ
ループサイズに影響されない推定手法が必要になると
考えられる．
次に，ユーザのエンゲージメント推定に関する研究
の多くは，ロボットに対する関心の有無という，2つの
カテゴリのみで扱っていることがほとんどである [6, 7]．
しかし，ロボットに対するユーザの関心は，2値で表
されるものではなく連続的に変化すると考えられる．
Ben-Youssef らの研究では，ユーザの行動から，エン
ゲージメントの減少の兆候を予測する方法を提案して
いるが [8]，ユーザのエンゲージメントの状態変化の過
程を考慮した推定手法の提案は行われていない．
またユーザのエンゲージメントは，多くの研究にお
いてアノテータの主観に基づいてラベルが付けられて
いる．しかし Inoueらの研究によると，ユーザのエン
ゲージメントのアノテーションには，アノテータごと
にばらつきがあることが報告されている [9]．このこと
から，ユーザのエンゲージメントを直接ラベル付けす
ることは困難であるため，別の観測可能な状態を用い
てエンゲージメントを推定する手法が必要となる．
最後に，エンゲージメント推定モデルのデータセット
に関しては，研究室実験で作成されたものが多く，この
場合ユーザとロボットの自然なインタラクションを記
録することが困難になると考えられる．一方で，Ben-

Youssefらの研究では，公共空間にロボットを設置し，
通行人が自発的に行ったインタラクションを計測した
データセットを公開している [10]．しかしながら，他
の研究においては実環境データを用いた取り組みにつ
いては数が少ない．
エンゲージメント推定に関する先行研究では，上で
紹介した 4つの問題点のうちいずれかに対して解決を
試みている．しかし，実環境でエンゲージメント推定
を行うには，すべての問題を解決する手法が求められ
る．そこで本研究では，4つ全ての問題点を解決可能
なユーザのエンゲージメントを推定するフレームワー
クの提案を目的とする．特に本研究の貢献として，(1)

グループサイズに依存しない多人数の影響を受けるこ
と，(2) 観測可能な行動を用いたエンゲージメントの連
続的な変化を表現すること，の 2つを考慮した新たな
推定手法を提案することである．提案手法を実環境で
得られたデータを用いて検証することにより，提案手
法の有効性を示す．

2 実環境での計測実験
2.1 実験概要
エンゲージメントの推定対象とする実環境でのロボッ
トとユーザのインタラクションの様子を記録するため
に，商業施設内1にロボットを設置した計測実験を実施
した．実験の様子を図 1に示す．本実験は立命館大学人
を対象とする医学系研究倫理委員会の承認を受けて実
施している (承認番号：BKC-人医-2020-027-2)．

sensor

robot

図 1: 実験の様子

2.2 インタラクションデザイン
ロボットとユーザのインタラクションデザインとし
て，2体のロボット同士が会話をして，ユーザとの能動
的なインタラクションは行わないパッシブソーシャル
[12]を採用した．2体のロボット同士が常に雑談を行っ
ており，通行人がロボットに近づくと雑談が始めから
開始される設計にしたため，ユーザはロボット同士の
会話を認識しやすくなる．このようなインタラクショ
ンにすることで，ユーザはロボット同士の会話に関心
を向けやすくなることが報告されている [12]．

2.3 計測結果
計測実験は休日の 2日間で実施し，合計で 15時間の
計測を行った．記録したインタラクションの内 30秒以
上ロボットの前に滞留し続けたユーザのデータのみを
抽出し，エンゲージメントの推定対象とした．その結
果，計測したユーザの数は 124人であり，グループ数
にして 55グループであった．
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3 提案手法
3.1 ユーザの行動の分析
3.1.1 ユーザの行動カテゴリの定義
本研究では，エンゲージメントを推定するための観
測可能な状態として，インタラクション中のユーザの
行動を用いた．これは，エンゲージメントはユーザの
内部状態であり，直接観測不可な状態であるため，エ
ンゲージメントに関連していると考えられる行動のラ
ベル付けを行った．実験で得られたインタラクション
の映像記録を観察し，出現頻度が高く観測されたユー
ザの行動カテゴリを表 1に示す．インタラクション中
の映像に対して，行動カテゴリと継続時間をラベル付
けして，それらの情報からエンゲージメントの推定を
行う．
行動カテゴリのラベル付けは，アノテーションツー
ル ELANを使用し，本研究とは関係のない 2名のアノ
テータに依頼して行った．アノテータは，表 1に示した
カテゴリから，インタラクション中のユーザの行動を
時間とともに記録した．タイムサンプリング法を用い
て，アノテータ間のタグ付けの一致率を計算した結果，
65%の一致率であった．

表 1: 観測されたユーザの行動カテゴリ
ユーザの行動 説明　

Prowl 周りをうろつく
Gaze ロボットを見つめる

LookAround ロボットを見ずに周囲を見渡す
DoingOthers

インタラクションと無関係の行動
(スマートフォンを触る等)

Pointing ロボットを指差す
TalkToRobot ロボットに話しかける

Touch 触る，触ろうとする
WaveHands ロボットに手を振る

3.1.2 行動の依存性
表 1に示したユーザの行動は，1人の行動カテゴリを
表しているが，複数人でロボットとのインタラクショ
ンを行っている時は，自身の行動が他人の行動に影響
されることが示されている [6, 7]．この他人の行動から
の影響を，行動の依存性と定義し，表 1の中から依存
性を持つ行動を選別した結果を表 2に示す．
表 2における Prowlの行動の依存性についての例を
示す．本研究で実施した実験では，親子でロボットと
のインタラクションをとっている状況が多く観測され
た．このとき子供はロボットに夢中である一方で，親
は滞留はしているものの，周囲をうろつく等の行動を

表 2: 行動の依存性
行動 依存性が成り立つ　

WaveHands -

Gaze -

LookAround ✓
Pointing -

TalkToRobot -

Touch -

DoingOthers ✓
Prowl ✓

とることが多い．この状況では，親は子供がロボット
に飽きるのを待っているのに対し，子供は親を気にか
けず，ロボットに対して夢中になり続けていると考え
られる．そのため，親の行動は子供の行動に影響を受
けている（依存性がある）一方で，子供の行動は，親
の行動に影響を受けていない（依存性がない）と考え
られる．
そこで他の行動に関しても，他人の行動に依存して
いるかどうかを記録映像を観察し決定した．依存性の
ある行動は，複数人でインタラクションをとっている
時のみ観測されると解釈することが可能である．

3.2 エンゲージメント推定の提案手法
観測可能なユーザの行動の情報を利用して，ユーザ
のインタラクション開始から終了までのエンゲージメ
ントの変化のプロセスをモデル化する．本研究では，観
測される行動からエンゲージメントの変化率が一意に
決まると仮定をおくことで，エンゲージメントの推定
を図る．また，観測可能なユーザのインタラクション時
間を用いてエンゲージメントの変化率を推定する．提
案手法の概要図を図 2に示す．
提案手法ではまず初めに，インタラクション中に観
測された行動順に，時系列の区間に分割する．その上
で，各区間におけるエンゲージメントの変化率を，線
形モデルで定義した式 (1)で表す．

ELj(∆tj) = aj∆tj + ELj−1(∆tej−1) (1)

where ELj−1(∆tej−1) = 1 (j = 1)

ここで，jは行動カテゴリによって分割された区間，∆tj
は各区間の経過時間，ELj(∆tj)は各区間におけるエン
ゲージメントを表している．また，ELj−1(∆tej−1)は，
一つ前の区間における最後のエンゲージメント値であ
る．各区間の線形モデルが持つ傾き aj は，行動カテゴ
リごとに決定される．
提案手法では，表 1で示した行動カテゴリごとに線
形モデルの傾きの確率分布を仮定し，その期待値を最
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図 2: 提案手法の概要図

適な傾きとして決定する．図 2に示した例では，ユー
ザ Aは j = 1の区間で Gazeの行動をしていることか
ら，Gazeが持つ確率分布の期待値を，j = 1区間の線
形モデルの傾きとする．本論文では傾きの確率分布に
対して式 (2)で示すような正規分布を仮定する．

aj ∼ p(xj) =
1√

2πσ2
xj

exp(−
(aj − µxj

)2

2σ2
xj

) (2)

xj は区間 jで観測された行動，µxj と σxj は各行動 xj

の傾きの平均と分散を表している．
複数人でインタラクションをとっている際に，対象
のユーザが依存性のある行動 xj を示している時は，他
人の行動 yj に影響されるものとしている．そこで，式
(3)によって行動の依存性を表現する．

p(xj |yj) =　
{
p(xj) (依存性なし)　
ηp(xj)

∏S
s=1 p(y

s
j ) (依存性あり)　

(3)

η, S はそれぞれ，正規化定数，グループ内の他者の数
を表している．
式 (3)に示すように行動の依存性を表現することで，
自身が行った依存性のある行動の傾きは，他人の行動
の傾きに近い値に修正される．一例として，図 2のユー
ザAが 2つ目にとった LookAroundは，ロボットとの
インタラクションに飽きた時に起きる行動なので，エ
ンゲージメントを下げる傾き (点線)を持つと考えられ
る．一方でユーザ Bがよりロボットに興味を持つ行動
を示した場合，依存性を考慮すると LookAroundの傾
きは本来の傾きよりも大きい値 (実線)になるように修
正され，結果としてインタラクション時間が伸びると
予想される．
以後，依存性を考慮しない推定手法を提案手法 1，依
存性を考慮した推定手法を提案手法 2とする．

3.3 学習方法
3.2節で示したように，提案手法では表 1に示した行
動カテゴリごとに傾きの確率分布の正規分布を仮定し
ているため，すべての行動の正規分布の平均 µと分散
σを計測データから最尤推定により学習する．尤度関
数 Lは，観測したインタラクションの終了時間と提案
モデルによる推定終了時間を用いて式 (4)のように設
計し，準ニュートン法を用いて最適化を行った．

L = −
N∏

n=1

f(t̂n;µ,σ) (4)

f(t̂n) =
1√
2πσ2

t

exp(− (t̂n − t∗n)
2

2σ2
t

) (5)

σ2
t = (αt∗n)

2
(6)

ここで，t̂nはインタラクション終了の推定時間，t∗nは
観測されたインタラクションの終了時間である．観測
されたインタラクション時間が長いほど，推定誤差が
大きくなると仮定したため，式 (5)に示す分散 σ2

t は，
観測したインタラクションの継続時間と比例定数 αの
積で決定している．本研究では α = 0.1とした．また
t̂n は，式 (1)で表現するエンゲージメントの値が，初
めて EL = 0 となるときの時間として算出している．
このように，観測可能なインタラクションの終了時間
を用いて最適化をすることで，インタラクション中の
エンゲージメントが推定可能となる．
実環境で計測したデータ 124 人分のうち，98 人分

（79%）を用いてモデルを訓練し，26 人分（21%）の
データを用いてモデル精度の検証を行った．また，訓
練時と検証時に行動の依存性を考慮しない場合と考慮
する場合の 2つを比較した．

4 解析結果
4.1 推定結果
図 3に，行動の依存性を考慮した推定手法による結果
の一例を示す．図 3では，インタラクションが開始した
時刻を 0 [s]として，図中の黄色の点が観測したインタラ
クションの終了時間を表している．この例においては，
ユーザは順番に 4つの行動（Gaze, LookAround, Gaze,

Prowl）を示しており，その行動に応じてエンゲージメ
ントの値が変化している．LookAroundや Prowlの行
動中にエンゲージメントの傾きが変化しているのは，
その時刻に同時にインタラクションをとっていた別の
ユーザの行動が変化したためである．推定モデルのエ
ンゲージメントが 0になった時刻と，観測されたイン
タラクション終了時間が一致しているため，この例に
おいては非常に高精度で推定できていることが確認で



きる．そのため，インタラクション中のユーザのエン
ゲージメントの変化も正確に推定できていることが考
えられる．

　　

Gaze
Prowl
LookAround

Observed interaction time

図 3: 提案手法による推定の例

実際に観測したインタラクションの終了時間と，モ
デルによって予測されたインタラクションの終了時間の
差を推定誤差として，学習データにおける提案手法ご
との推定誤差の分布を，図 4に示す．この時の提案手法
ごとの推定誤差の平均絶対誤差 (MAE; Mean Average

Error)，中央値，最頻値を表 3に示す．これらの値が 0

[s]に近いほど，提案手法は観測されたインタラクショ
ンの終了時間を正確に推定できていることを意味して
いる．表 3に示す値を提案手法間で比較すると，3つの
指標のいずれも推定誤差が小さいため，行動の依存性
を考慮した提案手法 2の方が推定精度が良いことが確
認できる．
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図 4: 訓練時の推定誤差ヒストグラム

表 3: 訓練時の推定誤差のMAE，中央値，最頻値
手法 MAE [s] 中央値 [s] 最頻値 [s]

提案手法 1 59.8 −60.9 −65.0

提案手法 2 50.3 −10.0 0.0
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図 5: 訓練データと推定結果のバイオリンプロット

また，図 5に訓練データのインタラクション時間の
分布と，提案手法によって得られる推定値の分布を示
す．提案手法 1では訓練データの密度が高くなってい
る位置と推定値の密度が高くなっている位置が異なっ
ているのに対して，提案手法 2では推定値の分布が訓
練データにより近くなっていることが確認できる．し
かし，訓練データでは密度の低い 100 [s]付近でも密度
が高くなっているため，正しく推定できていない場合
も多く含まれていることが確認できる．
次に，26人分の検証用データを用いて，訓練した提
案手法の推定精度の検証を行った．図 6に検証データ
に対する推定誤差の分布を示す．提案手法ごとの推定
誤差のMAE，中央値，最頻値を表 4に示す．検証デー
タにおいても，3つの指標で提案手法 2の方が推定誤
差が小さいため，正しく推定できていることが確認で
きる．
図 7に，検証データと提案手法によって得られる推
定値のインタラクション時間の分布を示す．提案手法 2

による推定値の分布が，提案手法 1による推定値の分
布と比べ，検証データの分布の形状により近いことが
確認できる.以上により，提案手法 2の方が正しくユー
ザのエンゲージメントを推定できているため，インタ
ラクション時間の推定精度が高いと考えられる．
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図 6: 検証時の推定誤差ヒストグラム



表 4: 検証時の推定誤差のMAE，中央値，最頻値
手法 MAE [s] 中央値 [s] 最頻値 [s]

提案手法 1 64.1 −73.3 −70.0

提案手法 2 32.3 −0.02 10.0
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図 7: 検証データと推定結果のバイオリンプロット

4.2 学習によって得られた行動ごとの傾き
行動の依存性を考慮した提案手法 2の推定精度が高
かったため，提案手法 2で得られた確率分布のパラメー
タのみの結果を表 5に示す．表 5における平均が低いほ
ど，エンゲージメントを減少させることを意味してい
る．各行動の出現数に注目すると，学習用に用意した
データセット内で，行動ごとに出現する頻度に大きな
ばらつきが生じている．出現数の少ない項目に注目す
ると，平均と分散が初期値 (−0.15, 0.1)からあまり変
動していない傾向が見られた．そこで，データセット
の中に 50回以上出現したもののみが正しく学習された
と考えて，それらの行動の比較を行ったところ，Gaze,

DoingOthers, LookAround, Prowl の順番で大きい平
均値を示している．このことから，Gazeはほとんど 0

に近いことから，エンゲージメントを保つ行動と解釈
でき，DoingOthers, LookAround, Prowl はエンゲー
ジメントを減少させる行動であると解釈できる．

表 5: 提案手法 2における学習された行動パラメータ
行動 平均 分散 出現数 [回]

Prowl −0.012 0.279× 10−6 290

Gaze −0.800× 10−2 0.180× 10−2 271

LookAround −0.011 1.000× 10−6 161

DoingOthers −0.010 0.347× 10−3 53

Pointing −0.130 0.095 27

TalkToRobot −0.128 0.095 18

Touch −0.118 0.115 9

WaveHands −0.157 0.093 7

4.3 考察
推定誤差の結果より，行動の依存性を考慮した提案
手法 2の方が，高い精度でユーザのエンゲージメント
を推定できていることがわかる．これは，ユーザのエ
ンゲージメントが他人の影響を受けていることを意味
しており，この点については先行研究の結果と同様で
ある [6, 7]．ただし，提案手法 2 において推定誤差の
MAEが 0から大きく離れていることから，本論文で提
案した手法では，改善の余地があることが示唆される．
実環境でも利用可能な推定手法であるためには，著者
らは実際のインタラクション時間に対して，誤差 10%

以下の推定精度が必要であると考える．それに対して，
本研究で提案した推定手法は，誤差 10%以下を達成す
ることができなかった．提案手法でインタラクション
時間を十分に推定できなかった理由として，エンゲー
ジメントの表現に線形モデルを利用していること，対
象のユーザ自身が過去に取った行動の影響を考慮でき
ないこと，行動ごとにデータセットに出現した回数に
差が生じていることの 3つが考えられる．これらの問
題点を解決することにより，より正確なユーザのエン
ゲージメントの推定手法が確立されると考えられる．

5 終わりに
本研究では，ロボットとインタラクション中のユー
ザのエンゲージメントの推定手法の提案を目的とした．
そこで先行研究で指摘されていた未解決問題，（1）多人
数のインタラクションによる影響，（2）エンゲージメン
トの状態変化の過程の考慮，（3）エンゲージメントのア
ノテーションの困難さ，（4）実環境でのインタラクショ
ンデータ，の 4つの問題を解決可能な新たな推定手法
の提案と検証を行った．観測可能なインタラクション
時間を用いてエンゲージメントを推定した結果，他人
の行動を考慮した依存性のある推定手法を用いること
で，ユーザのインタラクション終了時間の推定精度が
向上することが確認された．これにより，他人の行動
を考慮した場合に，エンゲージメントの推定精度が向
上することが確認された．
しかしながら，推定精度は実環境で利用可能なほど
十分に機能していないことが示されたため，今後はエ
ンゲージメントの表現に非線形なモデルの適応，対象
ユーザの過去の行動の影響，データ数の増加の 3点を
考慮することで，精度が改善されると期待する．また
Oteralらの研究では，長期的なインタラクションに対
するエンゲージメント推定なども，未解決問題の 1つで
あると指摘しており [5]，これらの点についても考慮し
た推定手法が求められる．これらによって改善したエン
ゲージメント推定手法が開発されることにより，リアル



タイムでのユーザのエンゲージメントに応じて，ユー
ザの状態に合わせた柔軟なロボットの行動戦略に応用
されることが期待される．
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