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Abstract: Video data contains information on the movement of objects or the sequential pattern.

In general, when extracting motion information of the object from the video, it is necessary to

capture not the consistent pattern for the object recognition but the sequential pattern for the

motion recognition. To tackle this problem, we propose Motion Disentangled Bidirectional GAN

(MDBiGAN) that decomposes the latent variable of Bidirectional GAN into two different variables.

One represents the sequential patterns, and the other represents the consistent patterns. Then,

the exeperiments show that MDBiGAN clearly extracts the motion feature from the video.

1 序論

動画データの特性は，動画中の各画像フレームが時
間連続性をもつことであり，物体の運動やパターンの
変化に関する情報が含まれている．フレーム間に内在
された運動や変化を陽に表現・獲得する手法は，動画
分類や動画予測にとって有用である．
動画中の時間的に連続した画像に一貫して登場する
オブジェクトの運動をコンピュータで捉えるためには，
系列データに対する特徴量抽出が必要である．つまり，
動画からオブジェクトの運動情報を抽出する場合，オ
ブジェクトの識別に用いるパターン情報ではなく，オ
ブジェクトの運動に現れる系列的パターン情報を捉え
る必要がある．たとえば，犬が走る描写を捉えた動画
と猫が走る描写を捉えた動画について，それぞれ二つ
の動画がもつオブジェクト情報は「犬」「猫」であり異
なるが，オブジェクトの運動情報は「走る動作」であり
同じである．また，特徴抽出法として教師あり学習を
用いる場合，オブジェクトの運動に対するクラスラベ
ルを予め作成する必要があり作業コストが大きい．よっ
て，検討すべき特徴抽出法としては，動画データ全体
に対する情報圧縮ではなく，系列データのもつ時間連
続的な情報のみを分離的に抽出できる教師なし学習手
法が望ましい．
本論文では，動画データからオブジェクトの運動情報
を抽出する問題に対して，解釈性が高く制御可能な潜在
変数によって特徴量を表現するGAN[1]ベースの教師な
し学習手法MDBiGAN(Motion Disentangled Bidirec-

tional GAN)を提案する．MDBiGANでは，MoCoGAN[2]

と同様に，動画データが与えられたとき，オブジェクト
の情報 (Content)を表現する潜在変数に関しては，「潜在
変数の値が連続フレーム内の各画像で値が不変である」
という仮定をおき，オブジェクトの運動情報 (Motion)

を表現する潜在変数に関しては，「潜在変数の値が連続
フレーム内の各画像で値が変化する」という仮定をお
く．さらに，Bidirectional GAN[3]の学習フレームワー
クを適用させることで，2つの潜在変数と動画データ
との双方向変換を獲得するエンドツーエンドな学習方
法を構築し，特徴量抽出器とデータ生成器の同時獲得
を実現する．また実験として，特徴抽出器を用いて動
画のクラスタリングを行い，提案手法によって獲得さ
れた特徴量がオブジェクトの運動を適切に捉えている
かどうかを検証し，獲得されたデータ生成器を用いて
動画生成を行い，元動画と生成動画との比較を行う．

2 関連研究

2.1 GAN

敵対的生成ネットワーク (Generative Adversarial Net-

works, GAN)[1]は，データ X ∈ X の真の分布 pr(x)

に一致するような生成分布 pg(x)を獲得するモデルで
ある．GANでは，Generatorと Discriminatorと呼ば
れる 2つのニューラルネットワークを用意し，与えられ
たデータサンプルから，これらを教師なし学習させる．
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具体的には，事前に定義された確率変数 z ∼ p(z)を用
意して，pg(x|z)を表現するデータ生成器 G : Z → X

と，与えられたデータX に対して真偽の 2値分類を行
う識別器D : X → {1, 0}を同時学習する．GANの目
的関数は次式のようになる．

min
G

max
D

LGAN (D,G)

= Ex∼pr(x)[logD(x)] + Ez∼p(z)[log(1−D(G(z)))]

= Ex∼pr(x)[logD(x)] + Ex∼pg(x)[log(1−D(x))] (1)

GANによって獲得された生成分布 pg(x)を用いれば，
陽に定義された確率変数 z ∼ p(z)を用いて，データX ′

をサンプル（生成）することが可能である．

X ′ ∼ pg(x) = pg(x|z)p(z) ≈ pr(x) (2)

x′ = G(z), z ∼ p(z) (3)

2.2 MoCoGAN

MoCoGAN[2]は，動画データを扱うGANの拡張モ
デルであり，各画像に対応する潜在変数 zを，オブジェ
クト (Content) に相当する量 zc とオブジェクトの動
き (Motion)に相当する量 zmに分ける．たとえば，T

フレームの画像を持つ動画データ x̂を MoCoGANの
Generator Gが生成する場合，各画像に対応する潜在
変数

[
z(1), . . . , z(T )

]
は，zcと zmを用いて構成される．

なお，MoCoGANでは動画中に連続して登場するオブ
ジェクトに相当する量 zcが各画像間で不変であるとい
う仮定をおくため，T フレームすべての生成画像に対
して，zc の値は不変となる．

x̂ =
[
x̂(1), . . . , x̂(T )

]
=

[
G(z(1)), . . . , G(z(T ))

]
(4)

where,
[
z(1), . . . , z(T )

]
=

[[
zc
zm

(1)

]
, . . . ,

[
zc
zm

(T )

]]
(5)

MoCoGANでは，画像単位の discriminator DI と動
画単位のDiscriminator DV を用意し，それぞれの出力
に GANの目的関数を適用する．したがって，MoCo-

GANの目的関数は，次式のようになる．

LMoCoGAN (D,G)

= Ex∼pr(x)[logDI(x)]

+ Ezc∼p(zc),zm∼p(zm)[log(1−DI(G(zc, zm)))]

+ Ex∼pr(x)[logDV (x)]

+ Ezc∼p(zc),zm∼p(zm)[log(1−DV (G(zc, zm)))] (6)

2.3 BiGAN

GANは，データ生成時に与える潜在変数 Z の解釈
が難しいという問題をもつ．双方向敵対的生成ネット
ワーク (Bidirectional GAN, BiGAN)[3][4]やその派生
モデル [5][6]では，GANの Generator G : Z → X に
与える潜在変数 Z をデータ X から獲得する Encoder

E : X → Z を新たに導入することで，データ X と潜
在変数Zとの入出力関係を双方向に学習させることで，
特徴抽出器Eとデータ生成器Gを同時獲得する学習手
法を提案している．BiGANの目的関数は次式のように
なる．

LBiGAN (D,E,G)

= Ex∼pr(x)[logD(x,E(x))]

+ Ez∼pr(z)[log(1−D(G(z), z))] (7)

= Ex∼pr(x)[Ez∼pg(z)[logD(x, z)]]

+ Ez∼pr(z)[Ex∼pg(x)[log(1−D(x, z))]] (8)

3 MDBiGAN

MDBiGAN(Motion Disentangled Bidirectional GAN)

は，動画からオブジェクトの運動情報を表現する潜在
変数への変換を行う Encoder E，オブジェクトを表す
潜在変数とオブジェクトの運動情報を表現する潜在変
数から動画の生成を行う Generator G，E が抽出した
潜在変数とGが生成した動画に対して，真偽判定を行
う 2種類のDiscriminator DI , DV からなる．学習では
BiGANと同様に，E の出力と Gの出力を結合させて
DI , DV への入力とし，GANの目的関数を求める．概
要を図 1に示す．以降，動画をX，動画のフレームサ
イズを T，オブジェクトを表す潜在変数を ZC，オブ
ジェクトの運動を表す潜在変数を ZM と表記する，

3.1 モデルの設計

3.1.1 Encoder

画像単位で潜在変数の抽出を行うEncoder Eは，真の
動画データx := {x(1), . . . ,x(T )}からオブジェクトの運
動情報を表す潜在変数の推定量 ẑM := {ẑ(1)M , . . . , ẑ

(T )
M }

を抽出する．E : x(i) 7→ z
(i)
M には，2次元の畳み込み層

を重ねたニューラルネットワークを使う．

ẑ
(i)
M = E(x(i)), ∀i ∈ [1, T ] (9)

Eの入力ベクトル xと出力ベクトル ẑM は，Discrimi-

nator DI , DV への入力となり，GANの目的関数から
の誤差逆伝播により，Eのパラメータ θEが更新される．



図 1: 各モデルの概要図

3.1.2 Generator

画像単位でデータ生成を行うGenerator Gは，オブ
ジェクトを表す潜在変数 zC とオブジェクトの運動情
報を表現する潜在変数 zM := {z(1)M , . . . , z

(T )
M } から動

画データの推定量 x̂ := {x̂(1), . . . , x̂(T )} を生成する．
G : (zC , z

(i)
M ) 7→ x(i) には，2次元の転置畳み込み層を

重ねたニューラルネットワークを使う．

x̂(i) = G(zC , z
(i)
M ), ∀i ∈ [1, T ] (10)

zC には，標準正規分布 N (0, I) に従う確率変数を用
いる．

zC ∼ N (0, I) (11)

zM の各成分 {z(i)M }
T

i=1には，GRUの出力ベクトルを用

いる．GRUの入力ベクトル {ε(i)}Ti=1について，ε
(1)は

標準正規分布 N (0, I)に従う確率変数とし，ε(i) (∀i ∈
[2, T ])には，1つ前のGRUの出力値 z

(i−1)
M を重み行列

WM で線形変換させた値を用いる．

∀i ∈ [1, T ], z
(i)
M = GRU(h(i−1), ε(i)) (12)

ε(i) = WMz
(i−1)
M (13)

h(0) = 0, ε(1) ∼ N (0, I) (14)

3.1.3 Discriminator

画像単位で入力データの真偽判定を行う Discrimi-

nator DI は，入力データの真偽を画像単位で 2 値分
類する．DI の入力変数は動画X と潜在変数 ZM の各
成分の結合ベクトル [X(i), Z

(i)
M ] (∀i ∈ [1, T ])，出力は

X(i) (∀i ∈ [1, T ]) の真偽を表す 2 次元の One-Hot ベ
クトル Y (i) ∈ [0, 1]

2 の推定量 Ŷ (i) ∈ [0, 1]
2 となる．

DI : X(i), Z
(i)
M 7→ Ŷ (i) には 2次元の畳み込み層を重ね

たニューラルネットワークを使う．

Ŷ (i) = DI(X
(i), Z

(i)
M ), ∀i ∈ [1, T ] (15)

動画単位で入力データの真偽判定を行うDiscriminator

DV は，入力データの真偽を動画単位で 2値分類する．
DV の入力変数は動画 X と潜在変数 ZM の結合ベク
トル [X,ZM ]，出力は X の真偽を表す 2次元の One-

Hotベクトル Y ∈ [0, 1]
2 の推定量 Ŷ ∈ [0, 1]

2 となる．
DV : (X,ZM ) 7→ Ŷ には 3次元の畳み込み層を重ねた
ニューラルネットワークを使う．

Ŷ = DV (X,ZM ) (16)

ここで，DI , DV の入力変数X,ZM について，ZM の値
は，GRUの出力ベクトルである真値 zM と，Encoder

モジュールの出力ベクトルである推定値 ẑM のいずれか
となり，Xの値は，真の動画データ xと，Generatorの
出力である推定値 x̂のいずれかとなることに注意する．

3.2 モデルの学習

MDBiGANに登場するニューラルネットワークDI ,

DV , E, Gに関して，それぞれの入出力変数は図 2に示
すように計算グラフによって合成微分可能な形で接続
されるため，それぞれのモデルパラメータの最適化 (最
尤推定)は，BiGANと同様に目的関数 Lに対する最大
最小化問題として定式化できる．よって，MDBiGAN



の目的関数は，次式のようになる．

L(DI , DV , E,G)

= Ex∼pr(x)[logDI(x,E(x))]

+ Ezc∼p(zc),zm∼p(zm)[log(1−DI(G(zc, zm), zm))]

+ Ex∼pr(x)[logDV (x,E(x))]

+ Ezc∼p(zc),zm∼p(zm)[log(1−DV (G(zc, zm), zm))]

(17)

図 2: MDBiGANのグラフィカルモデル．観測値が与
えられる変数を塗りつぶしている．各変数が合成微分
可能な形で目的関数 L(DI , DV , E,G)と接続されてお
り，DI , DV , E,Gの同時学習が可能．

4 実験

4.1 データセット

MDBiGANが扱うデータとしては，人のジェスチャー
や物体の運動など，同一オブジェクトが連続画像間で
運動する動画データが適している．そこで，MNIST[7]

とMovingMNIST[8]を元にして動画データセットMo-

tionMNIST を作成した．MotionMNIST は，MNIST

の手書き数字 (0 ∼ 9)が運動する動画と，動画中の手書
き数字の運動に対応する教師ラベル (0 ∼ 7)からなる．
なお，MDBiGANは教師なし学習手法であるため，オ
ブジェクトの運動情報に関する教師ラベルは，MDBi-

GANの学習時には用いない．それぞれの動画は 20フ
レームのグレースケール画像をもち，各画像は 64× 64

のサイズで構成される．また，動画中の手書き数字の
運動に対するラベルとして，運動パターンを 8種類用
意した．MotionMNISTとして，MNISTのテストデー
タにある 10,000枚の手書き数字を使い，それぞれの手
書き数字に 8種類のモーションを与えることで，80,000
個の動画データと対応する運動ラベルをもつデータセッ
ト用意した．MotionMNIST のサンプルデータを図 3

に示す．

図 3: MotionMNISTデータセットのサンプル．MNIST

の画像 1枚に対して 8種類の運動ラベルを与えて動画
を作成する．

4.2 実験方法

MDBiGANによって動画データから獲得された潜在
変数 ZM が，オブジェクトの運動特徴量を適切に捉え
ているかを検証するために，2つの実験を行う．実験
1では，Encoderによって推定された潜在変数 ẐM を
用いて，動画X のクラスタリングを行い，データセッ
トに設定された動画X の運動ラベルに応じて潜在変数
ẐM がクラスタを形成するかを検証する．実験 2では，
Encoderによって推定された動画Xの潜在変数 ẐM を
用いて，Generatorの出力である生成動画 X̂を獲得し，
元動画Xと生成動画 X̂を比較する．また，生成動画 X̂

を観察し，潜在変数 ZC , ZM の特性について考察する．

4.3 実験結果

4.3.1 実験 1: 潜在変数を用いた動画のクラスタリ
ング

学習済みのMDBiGANに含まれるEncoder: R64×64 ∋
x(i) 7→ z

(i)
M ∈ R16 (∀i ∈ [1, 20])を用いて，MotionM-

NISTに含まれる任意の動画データ x ∈ R20×64×64 か
らオブジェクトの運動に相当する潜在変数の値 zM :=

[z
(1)T
M , . . . , z

(20)T
M ]

T
∈ R20×16が取得できる．zM に対し

て，主成分分析 (Principal Component Analysis, PCA)

と t分布型確率的近傍埋め込み (t-distributed Stochas-

tic Neighbor Embedding, t-SNE)[9] をそれぞれ行なっ
た結果を図 4に示す．図 4をみると，動画データ xに
与えられたオブジェクトの 8種類の運動ラベルに応じ
て，潜在変数 zM は区別可能な８つのクラスタを形成
している．すなわち，潜在変数 zM によって動画デー
タ xをクラスタリングすることで，オブジェクトの動
きによる動画分類が可能となる，



(a) PCA

(b) t-SNE

図 4: 潜在変数 ZM による動画のクラスタリング

4.3.2 実験 2: 潜在変数を用いてオブジェクトの運動
を制御した動画生成

MDBiGANには，Generatorの入力変数として，オ
ブジェクトの情報を表す潜在変数 ZC とオブジェクト
の運動情報を表す潜在変数 ZM が含まれている．よっ
て，潜在変数 ZC , ZM を制御することで，Generator:

(ZC , ZM ) 7→ X によって生成される動画データを制
御することが可能である．MotionMNISTに含まれる
任意の動画データ x ∈ R20×64×64 に対して，Encoder:

X 7→ ZM によって抽出された潜在変数 zM ∈ R20×16と
正規乱数 zC ∈ R20×64を，Generator: (ZC , ZM ) 7→ X

に与えることで生成された動画を図 5に示す．
図から元動画と生成動画でオブジェクトの動きが一
致していることが観察されるため，Encoderによって
抽出された ZM は，動画データ中のオブジェクトの運
動情報を適切に捉えているとわかる．また，Generator

が生成した動画に含まれる手書き数字のパターンがフ
レーム間で大きく変わらないことは，ZC の値はフレー
ムに対して不変であることに対応している．生成動画
の質について，手書き数字のパターンの生成には成功し
ていない. 理由としては，実験に用いたMDBiGANの
学習時に，画像単位のDiscriminatorに対する目的関数
の値が即座に最小化されてしまい．その後のGenerator

と Encoderのパラメータ更新時に，画像単位の真偽判
定の情報がうまく伝達されなかったことが考えられる．

図 5: 元動画と Generatorの出力した生成動画との比
較．潜在変数 ZM には元動画に対する Encoderの出力
を用いている．

5 将来研究

潜在変数 ZC の解釈性 本論文の提案モデル MDBi-

GAN では，動画中のオブジェクトの運動を捉えるた
め，動画データを ZC , ZM という 2つの潜在変数で表
現した．しかし，動画データから潜在変数 ZC を抽出
する Encoderがモデルに含まれないため，学習済みの
MDBiGANを使って ZC を明示的に制御して動画生成
を行うことはできない．すなわち，ZC の確率分布とし
て与えた多次元正規分布 N (0, I)の解釈が難しい．潜
在変数 ZC の解釈性を上げる場合，MDBiGANに対し
て，InfoGAN [10]と同様に近似分布 q(zc|x)を導入す
ることでこれを実現可能である．

系列データに対する表現能力 MDBiGANでは，潜在
変数 ZM が連続画像間の系列性を表現するために，再
帰的ニューラルネットワークとしてGRU[11]を用いて
いる．しかし，人のハンドジェスチャーや多関節ロボッ
トの歩行動作などの複雑な運動情報を捉えるためには，
GRUの表現能力を上げる必要がある．

6 結論

本論文では，オブジェクトの運動情報を表す潜在変数
を動画データから教師なし学習により獲得すると同時
に，潜在変数を制御することで動画データの生成を行う
モデルとして MDBiGAN(Motion Disentangled Bidi-

rectional GAN)を提案した．MDBiGANでは，MoCo-

GANを応用して，Generator，Discriminator，Encoder
の構成を行い，BiGANの目的関数を学習に適用するこ
とで，動画データと潜在変数との双方向変換の獲得を



実現した．実験では，抽出された潜在変数がオブジェ
クトの運動情報を適切に捉えているかを検証するため，
潜在変数を用いた動画のクラスタリングと，潜在変数を
制御した動画生成を行なった．将来研究としては，潜
在変数の解釈性を重視した MDBiGAN の拡張と，系
列データに対する表現能力向上を目的とした時系列モ
ジュールの検討が挙げられる．
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