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Abstract: In this study, to detect anomalies in human-robot interactions, we created a dataset

and constructed anomaly detection models. We created the dataset by collecting videos of human-

robot interactions in a framework where humans intervene when a dialogue breakdown occurs, and

labeled the scenes where humans intervened as anomalies. Additionally, we constructed anomaly

detection models by fine-tuning existing video and audio classification models. Beyond the con-

ventional classification approachs, we applied deep metric learning to fine-tuning methods and

evaluated its effectiveness.

1 はじめに
対話システムの普及に伴い，音声対話が可能な対話
ロボットが，雑談や実店舗での商品販促など，様々に
活用されている [1, 2]．しかし，対話ロボットのインタ
ラクション性能は未だ完全ではなく，しばしば，対話
破綻 [3]（円滑な対話継続が困難な状態）を起こす．
そうした中で，人間と対話システムが協力すること
で，効率的に対話することを目指す取り組みとして，複
数人同時対話の枠組みが提案されている [13, 17]．図 1

に，複数人同時対話の枠組みを表した模式図を示す．こ
の枠組みでは，人間がオペレータとして複数の対話シ
ステムの対話を監視し，問題が生じた際にのみ対話に
介入することで，同時に複数人と対話する．先行研究に
おいて我々は，大阪府に位置する施設「ニフレル」に，
大規模言語モデルである GPT-3 [12] に基づいて案内
対話を行う自律対話ロボットを配置し，複数人同時対
話の枠組みを検証するフィールド実験を，2023年 2月
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6日から 3月 3日までの 26日間実施した [4]．その結
果，大規模言語モデルを用いることで高度な案内が可
能である一方，対話者が話しかけていることの認識の
失敗や音声認識誤りなどの要因により，対話者の発話
に反応しない，適切な応答を返せないなどの問題が生
じるという課題が明らかとなった．我々は，より効率的
な複数人同時対話の実現のためには，このような問題
のあるインタラクションを検出し，問題が発生してい
ることを介入を行うオペレータに提示することで，オ
ペレータの介入判断を補助することが有効だと考えて
いる．
本研究では，フィールド実験でのインタラクション中
に生じていた問題を検出することを目的として，フィー
ルド実験で収集したインタラクション映像を用いた異
常検出データセットの作成，および，マルチモーダル
情報を用いた異常検出モデルの構築に取り組む．本論
文では，まず，異常検出データセットの作成方法につ
いて述べる．続いて，作成したデータセットを用いて
異常検出モデルを構築する手法と，構築したモデルの
評価結果について報告する．最後に，評価結果を踏ま
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図 1: 複数人同時対話の枠組み．ユーザは対話システ
ムと対話し，オペレータは対話の様子を監視する．対
話に問題が発生した場合，オペレータが対話に介入し，
対話を継続させる．

えて，本研究で作成したデータセットの性質や今後の
課題について考察する．

2 異常検出データセットの作成
異常検出データセットは，フィールド実験で収集さ
れた映像から正例・負例を抽出することで作成した．

2.1 収集されたインタラクション映像
ニフレルでのフィールド実験は，来館したユーザと
対話する自律対話ロボットを施設内に 6台配置し，対
話に問題が発生した際に 2人のオペレータが介入する
という設定で実施し，実験を通して，ユーザによる発
話が 7万回以上行われ，オペレータによる介入は 2,160

回行われた（詳細は [4]を参照のこと）．
実験期間中，対話ロボットの背面に設置された広角
のカメラとロボット前面に設置されたマイクにより，人
とロボットのインタラクションの様子を記録した．図 2

に，収集された映像の例を示す．
6台のロボットを合計して，インタラクションが生じ
ていない箇所も含め約 1,300時間分の映像が収集され

ている．本映像を用いて，異常検出データセットを作
成する．

2.2 正例・負例の抽出
収集された映像から，問題が生じているインタラク
ションを収めた正例と，正常なインタラクションを収
めた負例の抽出を行った．フィールド実験では，ユーザ
とロボットのインタラクションに問題が生じた際，オ
ペレータによる介入が行われた．そのため，介入が行
われる直前のインタラクションには問題が生じていた
と考えられる．したがって，介入が行われる直前の映
像を正例，ユーザが発話しているがオペレータによる
介入が行われていない時間の映像を負例として抽出し
た．正例，負例の詳細な抽出方法は以下の通りである．

正例 オペレータによる介入が行われる直前の 10秒間
の映像．

負例 オペレータによる介入が行われておらず，かつ，
ロボットに対してユーザが発話している時間から
抽出した 10秒間の映像．ユーザが発話している
ことを条件とした理由は，インタラクションが生
じていない映像が負例に含まれることで，人や音
声の有無により正例と負例の識別が容易になるの
を防ぐためである．

介入に基づく抽出により，1,943 件の正例を獲得し
た．正例の抽出は，介入が生じた時刻に基づき自動的
に行った．正例の件数が実験で生じた介入回数よりも
少ない理由は，カメラやシステムの不具合により介入
直前の様子を録画できていない場合や介入が行われた
時刻を正確に断定できない場合など，自動的な抽出が
難しい例が含まれていないためである．負例について
もランダムに同数抽出することで，インタラクション
の様子を収めた映像 3,886 件からなる異常検出データ
セットを作成した．

図 2: 収集された映像の例．左から右に時間が流れている．ユーザがロボットと対話する様子が収められている．



3 異常検出モデルの構築
作成した異常検出データセットを用いて既存の分類
モデルをファインチューニングすることで，異常検出
モデルを構築した．本実験で扱うモデルの詳細，およ
び，異常検出の結果について述べる．

3.1 モデル
本実験では，扱うモダリティの異なる 3つのエンコー
ダを用いて，2クラス分類モデル，および，深層距離学
習 [14]モデルを構築した．

3.1.1 エンコーダ
動画エンコーダ 動画（複数のフレーム）を入力とする

エンコーダとして，Transformerベースの動画分
類モデルであるVideoMAE [5]を用いる．本実験
では，動画分類用のデータセットであるKinetics-

400 [6]で事前学習済みのモデル1を使用する．本
モデルは，224 × 224の 16枚のフレームを入力
とするため，10秒間の映像から等間隔に 16枚の
フレームを抽出して入力する．

音声エンコーダ 音声を入力とするエンコーダとして，
畳み込みニューラルネットワークベースの音声分
類モデルである VGGish [7]を用いる．本実験で
は，音声分類用のデータセットであるYouTube-

8M [8]で事前学習済みのモデル2を使用する．

マルチモーダルエンコーダ 我々は，上述の動画エンコー
ダと音声エンコーダを組み合わせることで，動画
と音声の両方を入力とするエンコーダを実装し
た．本エンコーダでは，異なるモダリティから得
られた特徴に Cross Attentionを取る手法である
Cross-Modal Attention [11]を用いる．図 3に本
エンコーダのアーキテクチャを示す．VideoMAE

が出力した動画特徴，および，VGGishが出力した
音声特徴について，それぞれ一方の特徴をQuery，
他方の特徴をKey, ValueとしたMulti-Head At-

tentionを適用する Cross-Modal Attentionを取
る．その後，Attentionからの出力を結合するこ
とで動画と音声を組み合わせた特徴を獲得する．
学習時には，Vision and Language Modelである
LLaVA [15]の学習手法を参考に，2段階のプロ
セスで学習を行う．LLaVAでは，まず，Vision

Encoder と LLMのパラメータをフリーズして，
1https://huggingface.co/MCG-NJU/

videomae-base-finetuned-kinetics
2https://github.com/tensorflow/models/tree/master/

research/audioset/vggish
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図 3: マルチモーダエンコーダのアーキテクチャ．Cross-
Modal Attentionの実装は，Chengらの研究 [11]を参
考にした．

中間の Projectorのパラメータのみを更新するこ
とで，事前学習済みの LLMへの入力として適し
た特徴への変換を学習させる．その後，End-to-

Endなファインチューニングを実施している．本
研究では，まず，VideoMAEおよび VGGishを
ユニモーダルで学習したパラメータでフリーズ
し，Multi-Head Attention のパラメータを更新
することで，2つのエンコーダの出力を組み合わ
せてクラス分類用に変換することを学習させる．
その後，VideoMAE, VGGishのパラメータも含
めてモデル全体のパラメータを更新する．

3.1.2 モデルの構築
異常検出データセットを用いて分類モデルや深層距
離学習モデルを学習することで，異常検出モデルを構
築した．データセットは，訓練データ 70%, 検証デー
タ 15%, テストデータ 15%にランダムに分割し，モデ
ルの学習および評価に用いた．分割時には，各データ
で 6台のロボットに関する動画の割合に偏りが生じな
いようにした．
本実験では，各エンコーダごとに，以下の 2つのモ
デルを構築した．

クラス分類モデル 最終層のユニット数を 2 としたニ
ューラルネットワークを各エンコーダの末尾に接
続し，softmax関数の出力に基づいて 2クラス分
類を行う．損失関数としてCross-entropy Lossを
用い，モデルのパラメータを更新する．

深層距離学習モデル 深層距離学習とは，異なるクラス
に属するデータから得られた埋め込み間の距離
は遠く，同一クラスに属するデータから得られた
埋め込み間の距離は近くなるように学習する手法
である [14]．本実験では，最終層のユニット数を
512としたニューラルネットワークを各エンコー
ダの末尾に接続することで，入力データに対し



表 1: テストデータに対する評価結果．深層距離学習を用いたモデルは，k近傍法によるクラス分類における kの
値を括弧内に示している．各尺度ごとに最も高いスコアを太字で，2番目に高いスコアを下線で表す．∗は，マク
ネマー検定において，同一のモダリティを入力とするクラス分類モデルと比較して p < 0.05で有意差が認められ
たことを示す．

モデル Accuracy Precision Recall F1-score

クラス分類
動画 0.636 0.657 0.610 0.626

音声 0.783 0.765 0.829 0.793

マルチモーダル 0.789 0.777 0.819 0.796

深層距離学習

動画 (k = 1) 0.630 0.641 0.607 0.623

動画 (k = 5) 0.646 0.657 0.628 0.641

動画 (k = 10) 0.655 0.655 0.676 0.663

動画 (k = 30) 0.662 0.669 0.664 0.664

動画 (k = 50) 0.664 0.674 0.655 0.662

音声 (k = 1) 0.753 0.765 0.737 0.750

音声 (k = 5) 0.806 0.840 0.763 0.799

音声 (k = 10) 0.817 0.835 0.797 0.815

音声 (k = 30) 0.823 0.862 0.777 0.816

音声 (k = 50) 0.830∗ 0.878 0.773 0.821

マルチモーダル (k = 1) 0.784 0.783 0.791 0.787

マルチモーダル (k = 5) 0.810 0.824 0.794 0.808

マルチモーダル (k = 10) 0.819 0.839 0.795 0.816

マルチモーダル (k = 30) 0.822 0.857 0.778 0.815

マルチモーダル (k = 50) 0.824∗ 0.863 0.775 0.816

て 512 次元の埋め込みを獲得する．そして，深
層距離学習で用いられる損失関数の 1 つである
ArcFace [9]に基づきパラメータを更新すること
で，獲得される埋め込みのクラス間距離を離すよ
うに学習する．
深層距離学習モデルで分類を行う際には，訓練
データの埋め込みを用いた k近傍法によりクラス
を決定する．すなわち，入力されたデータから獲
得した埋め込みと訓練データの埋め込みとのユー
クリッド距離を計算し，距離の近い訓練データ k

件のラベルの多数決により正例か負例か判定す
る．本実験では，k = 1, 5, 10, 30, 50の 5つの値
で分類を行った．

3.2 評価結果
表 1に，各モデルの評価結果を示す．評価には，ク
ラス分類モデルの標準的な評価尺度である Accuracy,

Precision, Recall, F1-scoreの 4つを用いた．いずれの
モデルにおいても，Accuracyの値がチャンスレートの
0.5を上回っており，動画・音声分類モデルをファイン
チューニングすることで，用いることでインタラクショ
ン中に問題が生じているか否かを識別可能であること
が確かめられた．

扱うモダリティの比較では，動画モデルに比べて，音
声モデルおよびマルチモーダルモデルのスコアが高く，
本データセットにおける分類には音声情報が有用であ
ることが明らかになった．これは，正例の映像には，ロ
ボットがユーザの発話に応答できていない事例が多く
含まれるためであると考える．図 4に示すような，ロ
ボットが応答できていない事例では，ロボットの音声
が映像に含まれないのに対して，正常なインタラクショ
ンを収めた負例の映像の多くは，ロボットの音声が含
まれているため，音声情報に正例と負例の差分が生じ
やすかったと考えられる．
クラス分類モデルと深層距離学習による埋め込みモ
デルとの比較では，どのモダリティを用いた場合も，
深層距離学習モデルが，クラス分類モデルよりも高
い Accuracy, F1-scoreを達成した．深層距離学習モデ
ル (k = 50)とクラス分類モデルの分類結果に対してマ
クネマー検定を実施したところ，音声モデルとマルチ
モーダルモデルでは，有意差が認められた (p < 0.05)．
図 5に，深層距離学習を適用したモデルで獲得された
テストデータの埋め込みについて，次元削減アルゴリズ
ムにである t-SNE [10]により 2次元に削減してプロッ
トした結果を示す．スコアの高い音声モデルおよびマ
ルチモーダルモデルでは，正例と負例をよく分離でき
ており，動画モデルにおいても，正例と負例が概ね離



図 4: 正例に多く含まれる，ロボットが応答できていない状況の例．
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(b) 音声モデル
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(c) マルチモーダルモデル

図 5: 深層距離学習を適用した各埋め込みモデルにおけるテストデータのプロット．赤色の点が正例（問題が生じ
ているインタラクション），緑色の点が負例（正常なインタラクション）に対応している．

れるように分布している．このことから，深層距離学
習により，クラス間の距離を離す埋め込みの学習が可
能であることが確かめられた．k の値を変化させた場
合の比較では，いずれのモデルにおいても，k = 1の
場合のスコアが最も低く，k を増加させるにつれてス
コアが向上する傾向が見られた．

3.3 考察
動画と音声の両方を入力とするマルチモーダルモデ
ルは，3つのモデルの中で利用できる情報が最も多いこ
とから，最も高いスコアを示すと思われたが，音声モ
デルと同程度の結果となった．これは，先に述べたよ
うに，正例の映像にはロボットが応答を返していない
状況が多く含まれることから，本データセットにおけ
る異常検出には音声情報が有用であったためであると
考える．現状の対話ロボットでは，音声のインタラク
ションが基本になっているため，そのチャネルが途切
れることがインタラクション中に生じた問題を検出す
る上で最もクリティカルな情報であったと考えられる．
また，動画モデルが音声モデルを下回った原因とし
て，動画モデルに用いたVideoMAEが扱うフレームの
サイズが 224×224と小さく，インタラクションに問題
が生じた際に対話者が示す動きや反応を捉えることが
困難であったことが考えられる．本研究では，学習に
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図 6: クラス分類モデルの Precision-Recall曲線．

要する時間の観点から本モデルを採用したが，より大
きなサイズのフレームを扱うことができる動画分類モ
デルが提案されているため，それらを利用することで
性能の向上が期待できる．また，Xuら [16]が，姿勢
推定モデルの構築において，画像中から，人物が写っ
ている領域を切り取ってモデルへと入力する手法を提
案しているように，対話者の顔の周辺など，正例と負
例とで動画特徴に差分が大きく現れると考えられる箇
所を切り取って入力するアプローチも有効だと考える．



図 7: マルチモーダルモデルが高い確率で正例と予測した例．

図 6に，クラス分類モデルの Precision-Recall曲線
を示す．評価結果では，マルチモーダルモデルは音声
モデルと同程度のスコアであったが，Precisionの高い
箇所では，マルチモーダルモデルの方が良い性能を示
している．図 7に，マルチモーダルモデルが高い確率
で正例と予測した例を示す．ユーザがロボットの陰に
隠れていることで，ユーザの姿の認識ができておらず，
そのためユーザの発話に応答できていないという，本
データセットの正例に多く含まれる事例の 1つである．
この例では，ユーザがロボットの陰に隠れているとい
う動画情報とロボットが応答していないという音声情
報の両方が，異常検出に有用であるため，両方の情報
を活用できるマルチモーダルモデルは 0.969という高
い確率で正例と予測できている．この例のように，動
画と音声の両方の情報が活用でき，問題が発生してい
ると高い確率で予測できる例については，マルチモー
ダルモデルは高い精度での検出が可能であると考えら
れる．
また，本研究で構築した異常検出モデルを複数人同
時対話の枠組みに導入し，オペレータの介入判断を補
助をする技術として活用するためには，インタラクショ
ン中に生じた問題を漏れなく発見できる Recallの高さ
がより重要になると考える．本研究で高いスコアを達成
した音声モデルおよびマルチモーダルモデルにおいて
も，Recallが 90%ほどになるまでしきい値を下げると，
Precisionは 65%程度まで低下する．オペレータが並列
して複数の対話を監視する状況では，モデルが問題発
生と判断した際に，実際に介入すべきかをオペレータ
が判別する余裕が無い場合も想定される．したがって，
並列する対話数が多い場合，Precisionの高さも重要と
なるため，実用にはさらなる性能向上が必要である．

4 おわりに
本研究では，我々が実施したフィールド実験におい
て，人とロボットのインタラクション中に生じていた
問題をマルチモーダル情報を用いて検出することを目
的として，異常検出データセットの作成および異常検

出モデルの構築を行った．人とロボットのインタラク
ションの様子を収めた 10秒間の映像 3,886件からなる
データセットを構築し，本データセットを用いて既存
の動画・音声分類モデルをファインチューニングする
ことで，80%のAccuracyでインタラクション中に生じ
た問題を検出できることを確認した．また，フィール
ド実験でのインタラクション中に生じていた問題を検
出するためには，音声情報が有用であることが示され
た．さらに，深層距離学習により埋め込みを獲得し，k

近傍法により分類するアプローチにより，softmaxに
よるクラス分類よりも有意に高い Accuracyを達成で
きることが実証された．
今後は，より高性能なエンコーダの活用や，入力す
るデータの工夫により，異常検出性能の向上を試みた
い．また，本研究で構築したモデルは入力されたイン
タラクションにおいて問題が生じているかを検出する
ものであるが，岡留ら [18]のように，生成モデルを用
いて未来のインタラクションを生成することで，問題
が生じそうかを予測することも検討している．さらに，
複数人同時対話の枠組みにおいて異常検出モデルの検
出結果をオペレータに提示するためのインタフェース
の実装にも取り組んでいきたい．
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